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Im diesem Text wird die folgende Notation benutzt:

Variable Bedeutung

A(2) Transferfunktion des Prediction-Error Filters

ag k-tes Element eines IIR-Filterkoeffizientenvektors

b k-tes Element eines FIR-Filterkoeffizientenvektors

d[n] gewlinschtes Sample zum diskreten Zeitpunkt n (”desired”)
d[n] Schétzwert des gewiinschten Samples

eln] Fehlersample zum diskreten Zeitpunkt n

E{..}  Erwartungswert

H(z) Transferfunktion des Synthesefilters im Signalmodell
J(w) Fehler- bzw. Kostenfunktion (abhéngig von Gewichtsvektor)

P Kreuzkorrelationsvektor

R Autokorrelationsmatrix

Wy, k-tes Element eines Gewichtsvektors

w Gewichtsvektor

x[n] Eingangssample zum diskreten Zeitpunkt n
x([n] Eingangsvektor zum diskreten Zeitpunkt n
Z[n) vorhergesagter Wert fiir das Sample z[n]
y[n) Ausgangssignal eines Filters

Im allgemeinen werden skalare Groflen durch Kleinbuchstaben dargestellt, Vektoren durch fettgedruckte
Kleinbuchstaben und Matrizen durch fettgedruckte Groflbuchstaben. Ein Hiitchen iiber einer Variablen
deutet an, dass es sich um einen Schatzwert handelt.

ii



1 Einleitung

Bei der Analyse von Sprachsignalen spielen Formanten eine sehr wichtige Rolle. Formanten sind Fre-
quenzbereiche, die im Spektrum besonders stark hervortreten. Die Lage dieser Frequenzbereiche ist abhéngig
von der Grofle und geometrischen Form des Vokaltraktes, welches als Filter wirkt. Das Anregungssignal fiir
dieses Filter wird entweder durch die glottalen Pulse (bei Vokalen) und/oder durch gerduschhafte Anteile
aufgrund von turbulenten Luftsttromungen (bei Konsonanten) erzeugt. Die Lagen der Formantfrequen-
zen sind jedoch unabhéngig von der Grundfrequenz des glottalen Anregungssignals - sie werden nur durch
das Vokaltraktfilter bestimmt. Es werden jedoch diejenigen, im Anregungssignal enthaltenen, Frequenzen
verstarkt, die in die Formantbereiche hineinfallen. Da die Kenntnis der Formantfrequenzen in bestimmten
Anwendungen (wie z.B. der Vokalerkennung) sehr niitzlich ist, ist es oft sinnvoll, die Lagen der Formantfre-
quenzen aus einem Sprachsignal zu extrahieren. Das naheliegendste scheint bei einem solchen Problem (das
ja im Spektralbereich angesiedelt ist) eine FFT-Analyse zu sein, bei der anschlieBend die Peaks im Spektrum
gesucht werden. Dies ist aber in diesem Fall problematisch, da die meisten Peaks im FFT-Spektrum nicht
nicht die spektralen Eigenschaften unseres (Vokaltrakt)Filters wiederspiegeln, sondern in erster Linie mit dem
Anregungssignal zusammenhéngen - Peaks treten namlich bei allen ganzzahligen Vielfachen der Grundfre-
quenz auf. Man konnte jetzt lediglich anhand der Hohe eines Peaks entscheiden, ob dieses Peak in einen For-
mantbereich féllt oder nicht. Aber selbst dann weifl man immer noch nicht, wo der Formant jetzt tatséchlich
liegt, da ja im allgemeinen nicht davon ausgegangen werden kann, dass die Formant-Mittenfrequenz ein
ganzzahliges Vielfaches der Grundfrequenz des Anregungssignals ist. Daher wird bei der Formantanalyse
oft ein anderer Ansatz verfolgt: mit Hilfe eines adaptiven Filters wird das Sprachsignal in eine Schétzung
des Anregungssignals und des (Vokaltrakt)Filters zerlegt. Wenn wir jetzt den Frequenzgang unseres (Mod-
ell)Filters betrachten, dann entsprechen die spektralen Peaks tatséchlich den Formantfrequenzen. Bei der
Modellierung wird davon ausgegangen, dass das Vokaltraktfilter im wesentlichen durch seine Polstellen bes-
timmt wird, die ja mit spektralen Peaks einhergehen - die eventuell vorhandenen Nullstellen werden bei der
Modellierung nicht berticksichtigt. Wir werden sehen, dass die Modellierung eines solchen Allpol-Filters in
engem Zusammenhang mit der linearen Pradiktion steht.



2 Das Konzept der linearen Pradiktion

2.1 Optimalfilterung / Wiener-Filter

Bei der Optimalfilterung geht es darum, aus einer gegebenen Eingangsfolge z[n] eine Schitzung/Vorhersage
fiir das aktuelle Sample eines zweiten Signals d[n] abzugeben. Der Schitzwert fiir das vorherzusagende Sam-
ple wird mit d bezeichnet (d steht fiir ”desired”, und der Hut steht dafiir, dass es sich um einen Schétzwert
handelt). Dieser Schitzwert wird als gewichtete Summe des aktuellen und vergangener Eingangssamples
berechnet:

d[n] = z_: wizln — k] = wlx[n] (1)
k=0
wobei
w = (wo,wi,ws,...,wg_1)"
x[n] = (z[n],z[n—1),z[n—-2],...,2[n - K +1))7T

Dabei ist wy ein Gewichtungsfaktor, mit dem das [n — k]-te Sample der Eingangsfolge in der Summation
gewichtet wird. Wie in Gleichung 1 zu sehen ist, 1asst sich diese gewichtete Summe auch als ein Skalarpro-
dukt aus einem Eingangssignalvektor und einem Gewichtsvektor auffassen. Diese Vorschrift zur Vorhersage
von d[n] kann durch einfache FIR-Filterung der Eingangsfolge x[n] implementiert werden. Die Struktur eines
solchen FIR-Filters ist in Figure 1 abgebildet - das Ausgangssample y[n] des Filters entspricht demzufolge un-
serem Schétzwert dA[n] Dieses Filter wird im Folgenden als Prédiktorfilter oder einfach Pradiktor bezeichnet

Figure 1: allgemeine Struktur eines FIR-Filters der Ordnung K — 1

werden. Die Transferfunktion dieses Filters wird mit P(z) bezeichnet. Um eventuell auftretender Verwirrung
vorzubeugen: Die Ordnung eines Filters ist definiert als die Anzahl der Unit-Delay Elemente, die in diesem
Fall K — 1 betrégt, die Dimensionalitdt des Gewichtsvektors w betragt jedoch K, da auch das unverzogerte
Sample x[n] mit einem Faktor wqy gewichtet wird. Damit ein solche Vorhersage tiberhaupt moglich ist, muss
das Signal d[n] natiirlich in irgendeiner Weise mit dem Signal x[n] zusammenhéngen. Im allgemeinen wird
davon ausgegangen, dass z[n] und d[n] zwei stationire Zufallsfolgen (stationér bedeutet in diesem Zusam-
menhang, dass sich die statistischen Eigenschaften des Signals wie z.B. Mittelwert und Varianz zeitlich nicht
andern) mit einem Erwartungswert von Null sind, die miteinander korreliert sind - statistisch gesehen be-
deutet dies, dass die Zufallsgrofe d[n] sich aus den Zufallsgrofien x[n], z[n—1],... , z[n—K+1] (zumindest zum
Teil) erkléren lassen muss (wenn z[n] eine Zufallsgréfie ist, dann sind natiirlich auch z[n—1],... ;z[n— K +1]



Zufallsgréfien). Die Abhéngigkeit des Signals d[n] von x[n] kann also normalerweise nicht durch einen deter-
ministischen Zusammenhang beschrieben werden sondern ist statistischer Natur.

2.2 Die Kostenfunktion

Ziel ist es nun, denjenigen Gewichtsvektor zu finden, mit dessen Hilfe man die Zufallsgroe d[n| optimal aus
den ZufallsgroBen x[n], z[n —1],... ,z[n — K + 1] unter Verwendung von Gleichung 1 erkléren kann (in der
Statistik wiirde man von einem Problem der multiplen linearen Regression sprechen). Um zu definieren, was
in diesem Fall optimal heifit, wird zunéchst ein Fehlersignal e[n] eingefiihrt:

e[n] = d[n] — d[n]
als Blockschaltbild stellt sich der Vorgang folgendermafien dar:

d[n]
xin] &, einl

Figure 2: Pradiktor und Fehlersignal

Das Fehlersample zum diskreten Zeitpunkt n ist also einfach die Differenz zwischen dem wahren Sample d[n]
und unserem Schétzwert d[n]. Als néchstes wird eine Fehler- bzw. Kostenfunktion J(w) eingefiihrt:

J(w) = E{e*[n]} (2)

wobei F fiir den statistischen Erwartungswert steht - schlieflich ist e[n] auch wieder eine Zufallsfolge. Unsere
Kostenfunktion stellt also die mittlere quadratische Abweichung des geschétzten Signals d[n] vom wahren
Signal d[n] dar. Man quadriert das Sample e[n] vor der Mittelwertbildung, damit sich positive und negative
Abweichungen nicht gegenseitig aufheben koénnen - man hétte auch den Betrag nehmen konnen, fiir die
weitere mathematische Betrachtung ist der quadratische Mittelwert jedoch einfacher zu handhaben. Jetzt
koénnen wir ein mathematisches Kriterium fiir die Optimalitdt unseres Pradiktors formulieren: wir suchen
denjenigen Gewichtsvektor w, fiir den die Kostenfunktion J(w) minimal wird. Die notwendige Bedingung
dafiir lautet, dass alle K partiellen Ableitungen 0J/0w;, gleichzeitig zu Null werden:

oJ

= = =0,....,K -1
D 0 (k=0,..., )

bzw. der Gradient der Funktion J(w) muss zum Nullvektor werden:

o
ow

Etwas ausfiihrlicher geschrieben lautet die Kostenfunktion:

=0

J(w) = BE{(d[n] — w"x[n])*} (3)
dabei ist
(dln] —w'x[n])? = (d[n])* - 2d[n } "x[n] + (w"x[n])?
@2[n] — 2d[n]w " x[n] -+ wxn}wx[n]
d*[n] — 2w" d[n]x( o

n] + wlx[n]x” [n]w



Damit wird die Kostenfunktion zu:

J(w) E{d*[n] — 2w’ d[n]x[n] + wTx[n]xT [n]w}
BE{d*n]} — E{2wTd[n]x[n]} + EB{wTx[n]x" [n]w}

B{d?*n)} — 2wT E{d[n]x[n]} + wT E{x[n]x" [n]}w

wobei die Linearitit des Erwartungswert-Operators E ausgenutzt wurde, um ihn in die Klammer hineinzuziehen.
Als néchstes definieren wir fiir die drei Erwartungswerte in obiger Gleichung folgende Bezeichnungen: Die
Varianz 03 des vorherzusagenden Signals d[n] ist gegeben mit:

o5 = B{d*[n]} (4)

Der Kreuzkorrelationsvektor p des Eingangssignals x[n] mit dem vorherzusagenden Signal d[n] wird definiert
als:

p = E{d[n]x[n]} (5)

und als Autokorrelationsmatrix R des Eingangssignals x[n] bezeichnen wir:
R = E{x[n]x" [n]} (6)

Der Kreuzkorrelationsvektor hat demzufolge folgende Form:

Po d[n]z[n] E{d[n]z[n]}
2 d[n]z[n — 1] E{d[n]z[n — 1]}
p=| P - E d[n]z[n — 2] - E{d[n]zn — 2]}
P dineln — K + 1] E{dpn]en — K + 1]}

und die Autokorrelationsmatrix nimmt folgende Form an:

a[n]
z[n — 1]
R = F x[n.— 2] (z[n],z[n —1],2n —2],...,2[n — K +1])
x[n — K +1]
z[n]z[n] z[n]zin — 1] e z[n]zn — K + 1]
z[n — 1]z[n] z[n — 1]z[n — 1] z[n —1]z[n — K 4+ 1]
= F : : . :
x[n — K.Jr 1]z[n] zn— K + Nzn-1] ... zn— K+ 1]zn— K+ 1]
z[n]zn] ) z[n]z[n — 1] . x[n]gi[n - K; 1] )
_ m[n]x[n— ] x[n]x[n] oo x[n— ]a:[n— +1]
dnlefn— K +1) afn—lan—K+1] ... 2[n)z[n]
To ™ T2 TK_1
1 To 1 oo TK-—2
= 2 1 o TK-3
'K-1 Tk-2 TK-3 To



wobei in der vorletzten Zeile fiir die Vereinfachung der Diagonalelemente davon Gebrauch gemacht wurde,
dass fiir stationdre Signale gilt :

E{z[n — k]z[n — k]} = E{z[n]z[n|} VEk

was nichts anderes bedeutet, als dass die Varianz des Signals x[n] sich nicht mit der Zeit &ndert. Wie man
aus obiger Gleichung schon erkennen kann, ist die Matrix R aus aus den Autokorrelationskoeffizienten ry,
des Eingangssignals x[n] zusammengesetzt, wobei fiir jedes r}, gilt:

rx = E{z[n]z[n — K]}

Mit diesen Definitionen (Gleichungen 4, 5 und 6) kann man die Kostenfunktion J(w) als etwas iibersichtlichere
Matrix-Gleichung schreiben:
J(w) =02 —-2wlp +wlRw (7)

Dies ist also die Funktion, die es zu minimieren gilt. Wie schon gesagt, ist die notwendige Bedingung fiir
ein Minimum, dass der Gradient der Funktion zum Nullvektor wird. Derjenige Filterkoeffizientenvektor w
der diese Bedingung erfiillt, ist der ”optimale” Filterkoeflizientenvektor und wird im Folgenden mit w
bezeichnet. Durch Ableitung ergibt sich also folgende Bedingung:

aJ

— =2 2Rw =0 8

poa- p +2Rw (8)
was sich auch schreiben lasst als:

Rw=p (9)

Dies ist die sogenannte Wiener-Hopf Gleichung. Auch wenn sie nicht sonderlich spektakulér aussieht, so ist
sie doch aus theoretischer Sicht von fundamentaler Bedeutung fiir das Gebiet der adaptiven Filterung, da
aus ihr eine explizite Berechnungsvorschrift fiir den optimalen Filterkoeffizientenvektor hervorgeht. Wenn
némlich davon ausgegangen wird, dass die Autokorrelationsmatrix R invertierbar ist (was in der Regel der
Fall ist), dann ergibt sich unser optimaler Filterkoeffizientenvektor als:

Wopt = R 'p (10)

Um zu zeigen, dass das so gefundene Extremum tatséchlich ein Minimum und kein Maximum ist, miisste man
zeigen, dass die Hesse-Matrix (die Matrix der zweiten Ableitungen) der Funktion J(w) positiv definit ist. Dies
wollen wir uns hier jedoch sparen, und stattdessen eine anschauliche Erklarung geben: Die Kostenfunktion
J(w) ist eine quadratische Funktion des Gewichtsvektors w. Fiir K = 1 wiirde der aktuelle Wert fiir d[n]
wird nur aus dem aktuellen Wert von z[n] vorhergesagt: d[n] = woz[n]. J(w) wiire dann einfach eine Parabel
iiber der wo-Achse. Fiir K = 2 wiirde auch der vorhergehende Wert von [n] einbezogen werden: d[n] =
woz[n]+wiz[n—1]. In diesem Fall wire J(w) ein Paraboloid iiber der (wg, wy )-Ebene. Fiir hoherdimensionale
Gewichtsvektoren wiirde sich J(w) als Hyperparaboloid darstellen. In jedem Falle aber - und das ist das
Entscheidende - hitte J(w) genau eine Extremstelle. Diese kann aber deshalb kein Maximum sein, weil es
fiir jeden Filterkoeffizientenvektor méglich sein wird, einen anderen zu finden, der die Kostenfunktion J(w)
noch groBer werden ldsst (man braucht eigentlich nur einen Koeffizienten gegen unendlich gehen lassen).
Gleichung 10 konnte also eigentlich schon die Losung des Problems der linearen Pradiktion sein - jedoch
sind in der Praxis noch ein paar mehr Stolpersteine aus dem Weg zu rdumen: zum einen braucht man die
Autokorrelationsmatrix R des Eingangssignals z[n] und den Kreuzkorrelationsvektor von Eingangssignal und
vorherzusagendem Signal d[n], zum anderen ist Matrixinversion ein sehr rechenaufwéndiger Prozess (um eine
N x N Matrix zu invertieren braucht man O(N?) Rechenoperationen). Da sowohl Autokorrelationsmatrix
R als auch Kreuzkorrelationsvektor p als Erwartungswerte definiert sind, konnen sie aus den vorliegenden
Daten nur naherungsweise bestimmt werden - indem namlich Erwartungswerte durch Kurzzeitmittelwerte
ersetzt werden. Bleibt trotzdem noch das Problem der Matrixinversion. In den néchsten Kapiteln werden
zwei alternative Wege aufgezeigt werden um die Losung der Wiener-Hopf Gleichung zu finden und damit
den optimalen Filterkoeffizientenvektor zu bestimmen.



2.3 Das Minimum der Kostenfunktion

Jetzt kennen wir also denjenigen Gewichtsvektor w,,;, der die Kostenfunktion minimiert. Was uns als
nachstes interessieren konnte, ist der Wert, den die Kostenfunktion an dieser Stelle w,,; annimmt. Dazu
setzen wir einfach den optimalen Gewichtsvektor aus Gleichung 10 in die Kostenfunktion (in der Form von
Gleichung 7) ein:

Jmin - J(Wopt)

= 02 - 2W0Tptp + ngtRWOPt

= 07— 2R 'p)"p+ (R 'p)'R(R"'p)
Um diese Gleichung zu vereinfachen machen wir zunéchst Gebrauch von der Rechenregel: ABT = BTAT,
wobei AZR~! und B<p:

Jmin = 03 —2p" (R™H)Tp+p" (R™H)"RR™'p
Als nichstes stellen wir fest, dass RR™! = E wobei E die Einheitsmatrix ist. Damit fallt der Term RR™!
einfach heraus:
= o;-p ' (RN)'p

Da R eine symmetrische Matrix ist, ist auch R™! eine symmetrische Matrix. Fiir eine symmetrische Matrix
A gilt: AT = A. Somit gilt also: (R™1)T = R~!. Damit erhalten wir als Endergebnis fiir das Minimum

der Kostenfunktion:
Jmin = (73 - pTRilp = 02 - pTWopt (11)



3 Der Least Mean Square (LMS) Algorithmus

3.1 Gradientenabstieg

Da die direkte Losung der Wiener-Hopf Gleichung in Praxis oft nicht mdglich ist, soll hier ein iteratives
Verfahren zur Bestimmung der optimalen Filterkoeffizientenvektors vorgestellt werden. Iterativ bedeutet
in diesem Fall, dass man mit irgendeinem Filterkoeffizientenvektor w[0] beginnt und diesen dann Schritt
flir Schritt verbessert. Die Null in den eckigen Klammern steht auch hier fiir die diskrete Zeit - da wir
den Filterkoeflizientenvektor mit jedem Zeitschritt verbessern, wird dieser selber zu einer zeitabhéngigen
Grofe, wobei w(0] die Initialisierung darstellt. In der Regel wird man fiir w[0] den Nullvektor wéhlen. Wie
gesagt entspricht unser optimaler Filterkoeffizientenvektor w,y,, dem Minimum eines (nach oben offenen)
Hyperparaboloiden - anschaulicherweise sollte man sich einen normalen Parabololoiden oder auch nur eine
Parabel vorstellen. Der Gradient der Kostenfunktion dJ/0w gibt diejenige Richtung im w-Raum an, in
der die Kostenfunktion am steilsten ansteigt. In der Richtung des negativen Gradienten hingegen fillt die
Kostenfunktion am schnellsten ab. Wenn wir also den Filterkoeffizientenvektor ein kleines Stiickchen in
Richtung des negativen Gradienten bewegen, dann konnen wir erwarten, dass fiir unseren neuen Filterkoef-
fizientenvektor der Wert der Kostenfunktion geringer sein wird. Daraus kénnen wir eine Adaptionsvorschrift
gewinnen:

w f— W _ 7 . i
new — alt ] 3Wa1t
bzw.: 97

wobei 7 eine kleine Konstante ist, die sinnvoll gew&hlt werden muss - die sogenannte Adaptions- bzw.
Lernrate. Offensichtlich benétigen wir zur Umsetzung dieser Vorschrift einen Ausdruck fiir 9.J/0w|n] - also
fir den Gradienten der Kostenfunktion J an der Stelle w[n]. Aus Gleichung 8 wissen wir:

ﬁ = —2p + 2Rw

ow
...das bringt uns aber hier nicht viel weiter. Stattdessen wollen wir einen alternativen, mathematisch
aquivalenten Ausdruck fiir den Gradienten entwickeln. Dazu rufen wir uns nochmal die Definition der
Kostenfunktion J(w) in Erinnerung:

J(w) = E{e*[n]}
Also: 07 5 5

oo = B{nl} = e}

wobei die Linearitdt von Ableitung und Erwartungswert ausgenutzt wurde, um die Ableitung in den Er-
wartungswert hineinzuziehen. Da e[n] natiirlich auch wieder eine Funktion von w ist ergibt sich nach der

Kettenregel:
oJ

ow
SchlieBlich erinnern wir uns, dass:

B{ o]} = B{zeln] 2 eln]}

Somit ist die innere Ableitung gegeben mit:
0 0] T
—el[n] = —
ow i 8w(
Damit ergibt sich als Gesamtergebnis:

g_v‘]v — B{—2¢[n]x[n]} = —2E{e[n]x[n]} (13)

Der Gradient ist also einfach proportional zu dem negativen Erwartungswert des Produkts aus Fehlersample
e[n] und Eingabevektor x[n].



3.2 Der stochastische Gradient

Der auf diese Weise hergeleitete Gradient hat immer noch einen Haken: er enthélt einen Erwartungswert.
Wir konnten jetzt wieder versuchen diesen Erwartungswert zu approximieren, indem wir die Gréfe e[n|x[n]
eine Zeit lang beobachten und dann einen Kurzzeitmittelwert bilden. Beim sogenannten LMS-Algorithmus
wird stattdessen einfach der Erwartungswert durch den aktuellen Wert ersetzt (man konnte dies natiirlich
auch als Kurzzeitmittelwert iiber ein Element ansehen). Es wir also folgende Approximation benutzt:

E{e[n|x[n]} =~ e[n|x[n]

Dies ist endlich mal eine Gréfle, die wir aus unseren vorliegenden Signalen direkt berechnen kénnen. Damit
konnen wir den Gradienten aus Gleichung 13 folgendermafien approximieren:

oJ
= —2FE{e[n|x[n]} =~ —2¢e[n|x[n]

Dies wird als stochastischer Gradient bezeichnet - er entspricht einer Grofie, die im zeitlichen Mittel in
Richtung des tatséchlichen Gradienten der Kostenfunktion zeigt, jedoch von Zeitschritt zu Zeitschritt mehr
oder weniger starke zuféllige Abweichungen von der Richtung des tatsachlichen Gradienten aufweist. Wenn
wir diesen Ausdruck in Gleichung 12 an die Stelle des tatséchlichen Gradienten setzen ergibt sich als Adap-
tionsvorschrift:
win + 1] = win] — - —2¢e[n|x[n] = w[n] + 2ne[n|x[n]

da n eine Konstante ist, die vom Benutzer gewahlt werden muss, konnen wir den Faktor 2 auch in der
Adaptionsrate n absorbieren, indem wir 7 einfach verdoppeln. Daraus ergibt sich die Adaptionsvorschrift
des LMS-Algorithmus:

wn + 1] = wln] + neln]x[n] (14)
Da alle drei Gréfien win|, x[n] und e[n] auf der rechten Seite von Gleichung 14 zum Zeitpunkt n bekannt
sind, konnen wir mit dieser Vorschrift tatséchlich fiir den néchsten Zeitschritt w[n + 1] einen verbesserten
Filterkoeffizientenvektor berechnen. Der LMS-Algorithmus arbeitet also samplebasiert - soll heiflen, dass er
flir jeden Zeitschritt einen neuen Filterkoeffizientenvektor berechnet. Die im néchsten Kapitel vorgestellte
Levinson-Durbin Rekursion dagegen arbeitet blockbasiert, d.h. dass aus dem Signal zeitliche Blocke heraus-
geschnitten werden und fiir jeden einzelnen Block der optimale Filterkoeffizientenvektor berechnet wird. Es
folgt eine Zusammenfassung des LMS-Algorithmus:

1. initialisiere Zeitindex mit Null:
n=~0

initialisiere Filterkoeffizientenvektor mit dem Nullvektor:

wn] =w[0]=0

2. berechne Schitzwert d[n] fiir das gewiinschte Signal d[n]:

d[n] = w [n]x[n]

mit
x[n] = (z[n], z[n — 1],z[n - 2],...,2[n — K +1])T

3. berechne Fehlersignal e[n]:

e[n] = d[n] — d[n]
4. verbessere Filterkoeffizientenvektor w geméfl LMS-Regel:

w(n + 1] = win] + ne[n]x[n]
5. inkrementiere Zeitindex n:
n=n+1

und gehe zuriick zu 2



4 Die Levinson/Durbin Rekursion

4.1 Zeitreihenvorhersage

Ein wichtiger Spezialfall fiir die Anwendung von Wiener-Filtern ist die Zeitreihenvorhersage. Dabei soll
ein zukiinftiges Sample z[n + 1] einer Zeitreihe (also eines Signals) aus dem aktuellen und vergangenen
Samples derselben Zeitreihe vorhergesagt werden. Dies bedeutet, dass unser gewiinschtes Signal d[n] dem
Signal 2:[n + 1] entspricht. Um die Filterkoeffizienten zu bestimmen (z.B. mit LMS), benttigt man natiirlich
zum Zeitpunkt n das tatséichliche Sample z[n + 1] damit mat das Fehlersignal e[n] berechnen kann. Dies
steht aber zum Zeitpunkt n noch nicht zur Verfligung. Daher verzogert man in der Praxis alle Signale um
ein Sample. Dies bedeutet, dass d[n] jetzt zu x[n] wird, und der Eingangssignalvektor x[n] aus dem ein
Schétzwert fir x[n] vorhergesagt werden soll ergibt sich nur aus vergangenen Samples des Signals x[n]. Die
Berechnungsvorschrift fiir den Schatzwert fiir 2:[n] ergibt sich also als:

2] = > wpxln — k] = wTx[n] (15)
k=1
wobei
w = (w1,w27~-~,wK)T
xfn] = (aln— 1,2l —2,....afn - K))7

Man beachte, dass sich die Notation hier etwas gedndert hat: der Index k lauft jetzt von 1 bis K statt von
0 bis K — 1 um der Tatsache Rechnung zu tragen, dass wir es jetzt nur vergangene Samples zur Vorhersage
benutzen - vorher hatten wir das aktuelle Sample x[n] mit in die Vorhersagevorschrift einbezogen, da wir
ja ein zweites (korreliertes) Signal d[n] (was uns zusétzlich zur Verfligung stand) vorhersagen wollten. Jetzt
allerdings wollen wir ja das Sample z[n] zum Zeitpunkt n aus den vergangenen Werten desselben Signals
vorhersagen. Als Blockschaltbild ergibt sich:

x[n]

x[n] o P P(2) Q[n]‘fc‘l

| Adaptionsalgorithmus |
A(z)

<
'+

»e[n]

Figure 3: Pradiktorfilter P(z) und FPE-Filter A(z)

Das Differenzsignal e[n] aus tatsichlichem Sample z[n] und vorhergesagtem Sample &[n] kann auch wieder
als gefilterte Version des Signal z[n] angesehen werden. Daher wird der gesamte Kasten in der Literatur
auch oft als "Forward Prediction Error Filter” (FPE-Filter) bezeichnet. Diese Bezeichnung scheint etwas
redundant zu sein, da ja Prediction (Vorhersage) schon das Forward (Vorwérts) impliziert. Da aber in der
Literatur auch gelegentlich die ”Rickwértsvorhersage” auftaucht (die Schitzung eines Samples, das weiter
hinten liegt als die zur Verfiigung stehenden), wird das Forward meist mitgeschrieben. Die Transferfunktion
dieses Filters wird meist mit A(z) bezeichnet. Im Zeitbereich ergibt sich als Ausgangssignal des FPE-Filters
folgendes Signal:

eln] = z[n] — &[n]
= z[n]— Z wrx[n — k] (16)
k=1



Dies ist auch wieder exakt die Form eines FIR-Filters. Zur Verdeutlichung sei hier nochmal allgemein das
Ausgangssignal eines FIR Filters angegeben:

K
yln] = Zbkx[n — k]
k=0
Wenn wir bg = 1 und by, = —wy, k=1,..., K setzen, ist das Signal e[n] gleich dem Signal y[n].

4.2 Rekursive Bestimmung der Filterkoeffizienten

Die Levinson-Durbin Rekursion macht sich eine spezielle Eigenschaft der Autokorrelationsmatrix R zunutze
um die Wiener-Hopf Gleichung effizient zu 16sen. Dabei wird die rechenaufwindige Matrixinversion um-
gangen. Stattdessen wird wie folgt vorgegangen: Zuerst wird der optimale Gewichtsvektor erster Ordnung
berechnet, welcher nur aus einem Element besteht (der Vektor reduziert sich also zu einem Skalar). Damit
reduziert sich sich auch die entsprechende Autokorrelationsmatrix auf eine 1 x 1 Matrix - also einen Skalar.
Die Losung Wiener-Hopf Gleichung fiir den optimalen ein-elementigen Gewichtsvektor enthélt somit statt
einer inversen Matrix eine einfache Division. Danach wird ein optimaler Filterkoeffizientenvektor der Lange
K + 1 aus einem als bekannt angenommenen Filterkoeffizientenvektor der Lange K berechnet - und zwar
solange bis die endgiiltige gewiinschte Ordnung der Vorhersage erreicht ist. Die Berechnungsvorschrift ist
also rekursiv in dem Sinne, dass sich Filterkoeffizientenvektoren hoherer Ordnung immer aus dem jeweili-
gen Vektor niedrigerer Ordnung berechnen lassen. Die Figenschaft der Autokorrelationsmatrix R, die ein
solches rekursives Vorgehen ermoglicht, ist die, dass alle Elemente entlang einer beliebigen Diagonalen (von
links oben nach rechts unten) gleich sind. Eine Matrix mit dieser Eigenschaft wird auch als Toplitz-Matrix
bezeichnet. Die Autokorrelationsmatrix der Grofle K x K ist gegeben mit:

To 1 T9 T3 . TR

T1 To T1 T2 . TK-—92

T2 T1 To 1 ... Tg_3

Rk = T3 9 1 0 . TK—4
k-1 Tk—-2 TK-3 TK-4 ... To

wobei ein neuer Index eingefiihrt wurde, um die Grofle der Matrix zu charakterisieren. Die einzelnen Au-
tokorrelationskoeffizienten r; sind definiert als:

rr = E{z[n]z[n — K]}

Da diese in der Regel unbekannt sind, miissen sie aus den Daten geschéatzt werden. Dabei wird der Er-
wartungswert E durch den Mittelwert ersetzt. Die Berechnungsvorschrift lautet:

| Noko
= Z z[n]zin — k] (17)

wobei N die Anzahl der fiir die Schétzung benutzten Samples (also die Lange des Zeitfensters) ist. Man
beachte, dass diese Formel nur fiir £ = 0 einen echten Kurzzeitmittelwert berechnet, da nur in diesem
Fall die Anzahl der summierten Elemente gleich N ist. Fiir alle anderen k ist die Anzahl der summierten
Elemente kleiner als IV, namlich gleich N — k. Das bedeutet, dass die hoheren Autokorrelationskoeffizienten
systematisch zu klein (vom Betrag her) geschitzt werden, da ja in jedem Fall durch N dividiert wird. Aus
Grinden, auf die hier nicht naher eingegangen werden soll, benutzt man diese Formel jedoch oft trotzdem.
Wenn aber davon ausgegangen wird, dass das gréfite k£ immer noch sehr viel kleiner als IV ist, fallt dieser
Unterschied sowieso nicht weiter ins Gewicht.
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Aufgrund der Tatsache, dass jetzt das Pradiktor-Eingangssignal und das gewiinschte Signal ein und dasselbe
Signal sind (nur dass das Pradiktor-Eingangssignal um ein Sample verzogert ist) stehen im Kreuzkorrela-
tionsvektor p jetzt auch die Autokorrelationskoeffizienten des Signals x[n]. Der Kreuzkorrelationsvektor wird
also zu einer Art Autokorrelationsvektor und ist gegeben mit:

z[n]zn — 1] E{z[n]z[n — 1]}
z[n]z[n — 2] E{z[n]x[n — 2]}
px = E{z[n]x[n]} = E z[n]z[n — 3| — | E{zlnlz[n-3]
2lnjz[n — K] F{z[n]z[n — K]}
oder, anders geschrieben:
1
Px = 7"'3 (18)

wobei auch hier der Index fiir die Lénge des Vektors steht (unter Lange soll hier die Anzahl der Elemente
verstanden werden). Somit konnen wir bereits eine Formel fiir den optimalen einelementigen Gewichtsvektor
angeben: die Losung der Wiener-Hopf Gleichung w,,: = R™!'p reduziert sich zu:

WK:’I"l/’I"O K=1 (19)

wobei K die Ordnung des Pradiktors angibt. Wie bereits erwéhnt, stehen R und p in einem engen Zusam-
menhang. Wenn wir ndmlich mit px einen Vektor definieren, der die Elemente von p in umgekehrter
Reihenfolge enthélt, also:
'K
TK-1

1

188t sich die néchstgrofere Autokorrelationsmatrix Ry 11 in Blockmatrizenform folgendermafien darstellen:

To 1 T2 T3 . TK
T1 To T1 T2 oo TK-—1
T2 71 To T1 oo TK_2
RK+1 = r3 79 71 70 ... TK-3
'k TK-1 TkK—-2 TK-3 ... To

_ Rk Px
Pk 7o
Analog dazu definieren wir einen Vektor wg, der die Elemente des optimalen Gewichtsvektors wg in
umgekehrter Reihenfolge enthalt:

WK
WK -1

wy

11



Fiir den optimalen Gewichtsvektor w der Lange K muss die Wiener-Hopf Gleichung gelten (diesmal mit
Indizes):
Rxwk =Pk

Aufgrund der Toplitz-Struktur der Matrix R ist diese Aussage dquivalent zu:
RxWgi =Pk (20)

Nach wie vor ist es unser Ziel, eine Vorschrift herzuleiten, mit der wir aus dem als bekannt vorrausgesetzten
optimalen Gewichtsvektor der Lange K einen optimalen Gewichtsvektor der Lange K + 1 berechnen koénnen.
Natiirlich muss auch fiir den Gewichtsvektor der Ordnung K + 1 die Wiener-Hopf Gleichung gelten. Wir
verlangen also:

Ryt 1Wri1 = Pr+1 (21)

Fiir die weitere Betrachtung ist es nétig, fiir den optimalen Gewichtsvektor neben dem Langenindex einen
zweiten Index fiir die Ordnung der Losung einzufithren. Dieser zweite Index wird hochgestellt notiert.
Der optimale Gewichtsvektor der Ordnung K mit der Linge K ist also gegeben mit: wX. Die ersten K
Elemente des optimalen Gewichtsvektors der Ordnung K + 1 werden notiert als: Wﬁ“. Diese Notation ist
moglicherweise am Anfang etwas verwirrend, wir werden aber (hoffentlich) gleich sehen, dass sie niitzlich ist.

Mit dieser Definition kénnen wir Gleichung 21 in Blockmatrizenform schreiben:

Rix pPx wh Tt Px
( p% ro e PK41 Pr+1 ( )

wobei kg1 ein noch zu bestimmender Koeffizient ist. Nochmal zu Verdeutlichung;: W§+1 sind die ersten K

Elemente des Losungsvektors der Ordnung K + 1 und k11 ist das (K + 1)te Element dieses Vektors. Also:

K+1 W?“
w = 23
=) (29
Damit haben wir K + 1 Gleichungen fir die K + 1 Unbekannten (ndmlich die K Elemente von Wﬁ“ und
Ki+1). Als néchstes ziehen wir aus Gleichung 22 eine Vektorgleichung und eine Skalargleichung heraus indem
wir einfach nach den Gesetzen der Matrixmultiplikation (”Zeile mal Spalte”) vorgehen. Die Vektorgleichung
lautet:

K+1
K

Rixw +PK - KK+1 = PK (24)

und die Skalargleichung lautet:
Prwic T+ roRK 41 = TR (25)

Als néchsten Schritt multiplizieren wir beide Seiten von 24 mit R;(l und erhalten:
Ry Rewit' + Ry P - k1 = Ry'pre
wobei der Term R]_(lRK wieder die Einheitsmatrix ergibt und somit rausfallt:

wiT' + R'Pr - kst = Re'pr

Jetzt stellen wir fest, dass der Term R;(lp k nach der Wiener-Hopf Gleichung genau dem optimalen Gewichtsvek-
tor w& der Ordnung K entspricht. Analog dazu gilt: R}lf) x = WX (siehe Gleichung 20). Damit vereinfacht
sich die Gleichung weiter:

K+1 | =K K
W'+ Wk REK41 = Wi
bzw.:
K+1 _ K ~ K
Wi T =Wy — kK41 Wy (26)

Jetzt ist etwas entscheidendes passiert: Wir sehen, dass die ersten K Elemente des optimalen Gewichtsvektors
der Ordnung K + 1 (notiert als wi ™) sich als Linearkombination aus wi und w5 berechnen lassen. Die

12



einzige Grofle die es jetzt noch zu bestimmen gilt ist der Koeffizient x i1 welcher auch als Reflektionsfaktor
bezeichnet wird. Dazu setzen wir das Ergebnis fiir w KH aus Gleichung 26 in Gleichung 25 ein und erhalten:

~T K - K
Pr(Wx — KK41 - WEg) +ToRK4+1 = TK+1

Ausmultiplizieren ergibt:
=T K =T = K —
pKwK — RK+1 - pKWK —+ TORK+1 = TK+1

Als néchstes wir der erste Term nach rechts gebracht:
~T ~ K ~T K
—KK+1 PrWg +T0KK+1 = TK+1 — PgWg

bzw.:
~T ~ K ~T K
ToKK+1 — RK4+1 "PgWg =Tk41 — PrWgi
Jetzt kann ki 41 ausgeklammert werden:

~T ~ K ~T K
Ki+1(ro — Pk Wg) =TKk+1 — PRkWK

und wir erhalten: K
Fal = TK+1 —PgWgk
= KK
ro — pLwE
Da es beim Skalarprodukt egal ist, welcher von beiden Vektoren in umgekehrter Reihenfolge steht gilt:

pLwl = pLWwE. Fiir den Fall, dass beide Vektoren in umgekehrter Reihenfolge stehen, kann man sich

beide Umkehrungen auch sparen denn: pLw¥ = pLwk. Also kénnen wir auch schreiben:

T & K
ac = 27)
o = PxkWK
Mit den Gleichungen 27, 26 und 23 haben wir also alles was wir brauchen, um aus dem optimalen Gewichtsvek-
tor der Ordnung K den optimalen Gewichtsvektor der nachsthoheren Ordnung K + 1 zu berechnen. Zuerst
berechnet man Kx1 mit 27 und dann Wﬁ“ mit 26 und erhalt dann nach 23 den Gewichtsvektor wﬁﬁ
néchsthéherer Ordnung. Man beachte, dass der Reflektionskoeffizient k11 eine Doppelfunktion hat: erstens
skaliert er W& in Gleichung 26, zweitens ist er das letzte Element in unserem optimalen Gewichtsvektor der
Ordnung K + 1. Wir konnen jedoch die Rekursion mit Hilfe von Gleichung 11 noch weiter vereinfachen. Der

Ubersichtlichkeit halber sei sie hier nochmal angegeben:
Jmin = 0-3 - pTWopt

Wir stellen zunéichst fest, dass die Varianz des vorherzusagenden Signals 02 = E{d?[n]} in unserem speziellen
Fall der Varianz des Eingangssignals E{xQ[n]} entspricht - und diese wiederum ist ja genau der nullte Autoko-
rrelationskoeffizient 9. Der Term p” Wopt hatte zwar im Kapitel 2 noch keine Indizes fiir die Ordnung der
Pridiktion, von der Bedeutung her ist er jedoch identisch mit pL-w£. Fiir das Minimium der Kostenfunktion
bei gegebener Filterordnung K gilt also:

Tmin =70~ PKWK (28)

was wir als den Nenner des Bruchs in Gleichung 27 identifizieren. Also kénnen wir Gleichung 27 auch
schreiben als:

T & K
TK41 — PEgW
KK+1 = #KK (29)
mwn
Als néchstes soll eine Rekursion fiir Jnf;ll aus gegebenem JX, hergeleitet werden. Dieses Ergebnis kann

dann in der (K + 2)ten Iteration des Algorithmus anstatt des Nenners von Gleichung 27 benutzt werden.
Allgemein gilt fiir das Minimum der Kosten bei gegebener Filterordnung K + 1:

K+1 _ K+1
szn =To— pK+1wK+1
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Wir spalten das Skalarprodukt p% +1w§ﬁ auf (indem wir den letzten Summanden herausziehen) und er-

halten:

K+1 _ T . K+1
Jmin - —PrWg — RK+1TK+1

+1

Den Ausdruck W? ersetzen wir nach Gleichung 26:

K+1 _ T/ K - K
Join =70 ~Pr(Wg — KK41WER) — KK4+1TK+1

und multiplizieren die Klammer aus:

K+1 T K T ~ K
szn =70 —PrkWK T KK+1PKk WK — KK+1TK+1

Jetzt stellen wir fest, dass wir die ersten zwei Terme nach Gleichung 28 ersetzen koénnen:
It = Join + EERAPEWE — KK{1TK 41
Schliefllich klammern wird noch kg1 aus:
TR = TR + hr1(PEWE — Ti41)
und kehren das Vorzeichen vor und in der Klammer um:
Jnig:;l Jrlrfm Kr41(PE1 — pszlg) (30)

Gleichung 30 stellt ein Zwischenergebnis dar. Jetzt missen wir uns nur noch um den Term in Klammern
TK4+1 — p%}ﬁ'vf kiitmmern. Dazu sei hier noch einmal an Gleichung 25 erinnert:

K+1
pKWK + roRK+1 = TK+1

Wir setzen also ry 41 ein:

K+1 _ 7K T T ~ K
szn szn KK-‘rl(pKWK T ToRK+1 — pKWK)
Wieder ersetzen wir W%H nach Gleichung 26:
K+1 _ 7K ~T (K ~ K T = K
szn Jmln HK+1(pK(wK - HK+1WK) +ToKK+1 — pKWK)
und multiplizieren die innere Klammer aus:
K+1 _ 7K ~T K K
szn szn ’K;KJrl(pKwK KK+1pKWK T TroRK+1 — pKWK)
Da pLwk = pL-wEheben sich der erste und der letzte Term in der Klammer auf:
K+1 _ 7K ~T ~ K
szn - szn - K’K-‘rl(_ﬁ“K-i-lpKwK + To/i](+1)

K ~T ~ K
= Join — Ex+1(rokK+1 — KK 41PEWE)

jetzt kénnen wir noch ein k41 ausklammern, auferdem benutzen wir, dass pLwk = pLwk:
K+1 _ 1K 2 T K
szn szn KK+1 (TO - pKWK)

und erstaunt stellen wir fest, dass der Ausdruck in Klammern nach Gleichung 28 wieder JX, ist. Damit
erhalten wir also (nach zugegeben etwas langwieriger Rechnung):

K+1 _ 1K K
szn ‘]mln HK+1 Jmin
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oder auch:
K+1 K

Jm'LJer (1 - EKJrl)Jmin (31)
Dabei ist der Startwert JC, = rg, denn ein Pridiktor ohne Koeffizienten hat auch kein Ausgangssignal.
Demzufolge ist das Prediction-Error Signal e[n] gleich dem Signal z[n]. Da die Kostenfunktion ja als Varianz
des Fehlersignals definiert war, ist sie in diesem Falle gleich der Varianz des Eingangssignals - und diese
wiederum ist ja der nullte Korrelationskoeffizient. Es folgt eine Zusammenfassung der Levinson/Durbin
Rekursion, wobei jedoch der Ubersicht halber nicht W Kil aus Wi berechnet wird, sondern stattdessen die
dquivalente riickwéartsgerichtete Formulierung benutzt wird, so dass ng aus Wﬁ_% berechnet wird:

Vorberechnung:
Berechne die Autokorrelationskoeffizienten 7, geméfl Gleichung 17:

N—k—1
n=0

wobei k =0, ..., Kpap mit Kpq.: gewiinschte Ordnung des Préadiktors.

Initialisierung:
Initialisiere minimale Kosten (= Kosten ohne Préadiktor):
_ JO

min min — 10

Berechne ersten Reflektionskoeffizient k1 nach Gleichung 29:

~ K—1
i =K1 = — Pk 1WK-1
-hM = K—1

‘]mzn
0
_ Po W
= 0
szn
1
o

wobei der "leere” Term pd w9 als Null angenommen wird (w ist sozusagen der ”Pridiktor” nullter
Ordnung - also ein Vektor ohne Elemente)

Berechne optimalen Gewichtsvektor der Ordnung 1 nach Gleichung 19:

1

wl =
To

Berechne minimale Kosten fiir Pradiktor der Ordnung 1 mit Gleichung 31:

=Jb. = (1—r%)JE-L

mwn

= (1- “1)J0

min

Rekursion: fiir K =2 bis K = K q4:
Berechne Reflektionskoeffizient ki nach Gleichung 29:




Formiere den neuen optimalen Gewichtsvektor der Ordnung K durch Anhéngen von ki gemifl Gle-
ichung 23:
K
K _ [ Wk
k=)
Berechne die neuen minimalen Kosten fiir den Prédiktor der Ordnung K nach 31:

K 2\ 7K—1
Jmin = (1 - HK)JﬂLin
Oft findet man auch eine dquivalente Form dieser Rekursion ohne die Vektorschreibweise. Diese sei hier der
Vollstandigkeit halber ebenfalls angegeben (in etwas weniger ausfithrlicher Weise). Dabei soll mit w]K das
j-te Element eines optimalen Gewichtsvektors der Ordnung K gemeint sein:

Vorberechnung:
wie oben

Initialisierung:
Initialisiere minimale Kosten (= Kosten ohne Pradiktor):

0o _
Jmin =To
Berechne ersten Reflektionskoeffizient x1:
T1
K1 = —
To

Berechne optimalen ein-elementigen Pradiktor:

1
wi =L
7o

Berechne minimale Kosten fiir Pradiktor der Ordnung 1:

Tpin = (1= £1).J,

min

Rekursion: fir K = 2 bis K = K,,44:
Berechne Reflektionskoeffizient kg :

=

—1
1

K-1
JE-T (rg — W
min 1

RKg — T‘K_j)

<.
Il

Berechne die ersten K — 1 Elemente des neuen optimalen Gewichtsvektors der Ordnung K mit:
K K-1 K—1 .
wi = w; — KKWg_; j=1...,K—-1
Setze K-tes Element des neuen optimalen Gewichtsvektors:
w;lg = RK

Berechne die neuen minimalen Kosten fiir den Préadiktor der Ordnung K:

Tomin = (1= K3) It

min min
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5 Anwendungen der Linearen Pradiktion

5.1 Quelle-Filter Modell

In diesem Kapitel soll geklart werden, warum lineare Pradiktion sich zur Spektralanalyse im allgemeinen und
speziell zur Extraktion von Formanten eignet. Dazu gehen wir von einem bestimmten Modell der Entstehung
unseres Signal aus - wir nehmen namlich an, dass das Signal von irgendeiner Quelle erzeugt wurde, die ein
weiles Spektrum aufweist (ein Spektrum also, in dem alle Frequenzen mit gleicher Amplitude enthalten
sind). Dieses Quellsignal - so unsere Modellannahme - wurde dann von einem Filter im Frequenzgang
geformt. Dieses Signalmodell wiirde (auf digitaler Ebene) folgendermafien aussehen:

v[n] H(z) X[n]

Figure 4: Signalmodell
Dabei ist v[n] das Anregungssignal und H(z) ein Filter. Wenn wir fiir dieses Filter annehmen, dass es ein

rein rekursives IIR-Filter ist ("rein rekursiv” soll hier bedeuten, dass alle feedforward-Koeffizienten Null
sind), dann kann unser Signal durch folgende Differenzengleichung beschrieben werden:

z[n] = v[n] + Z arx[n — k] (32)
k=1

v[n] ist also das Anregungssignal, die Summe entspricht der IIR-Filterung und z[n] ist unser gefiltertes Sig-
nal. Als Blockschaltbild wiirde diese Differenzengleichung folgendermafien aussehen:

v[n] _,@ »X[n]

Figure 5: allgemeine Struktur eines rein rekursiven IIR-Filters der Ordnung K

Ein solches Signalmodell wird auch als autoregressives (AR) Modell bezeichnet, da das Filter ausschliefllich
seine eigenen vergangenen Ausgangswerte zur Filterung benutzt (im Gegensatz zu Filtern, die auch ver-
gangene Eingangswerte benutzen). Ein solches ITR-Filter wird in der z-Ebene ausschliefilich durch seine
Polstellen bestimmt - man spricht deshalb auch von einem Allpol-Filter. Da Polstellen in der z-Ebene mit
spektralen Peaks einhergehen, sollte ein solches Filter gut geeignet sein, um Formanten zu erzeugen. Daher
konnen wir fiir Signale, die sich hauptséchlich durch ihre Formanten auszeichnen, annehmen, dass die rein
rekursive Modellierung von H (z) addquat ist. Wenn unser Gesamtsignal x[n] tatsiachlich durch rein rekursive
Filterung eines Anregungssignals entstanden ist, dann besteht es aus zwei Anteilen: dem Anregungssignal
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(welches nicht von vergangenen Werten von z[n] abhéngt) und dem riickgekoppelten Ausgangssignal (welches
ausschliefllich von seinen eigenen vergangenen Werten abhéngt). Wir kénnen den riickgekoppelten Anteil
demzufolge als vorhersagbar aus vergangenen Werten betrachten. Alles was wir fiir die Vorhersage des vorher-
sagbaren Anteils brauchen, sind die Koeflizienten ay. Und genau diese Koeflizienten werden mit Hilfe der
linearen Pradiktion geschatzt - die Minimierung der Varianz des Prediction-Error Signals bewirkt nédmlich,
dass der vorhersagbare Teil des Signals x[n] wieder abgezogen wird. Dies funktioniert natiirlich nur, wenn
die Pradiktorkoeffizienten wy gleich den Filterkoeflizienten aj sind. Man mache sich diese Subtraktion des
vorhersagbaren Anteils anhand von Figure 6 klar.

5.2 Inverse Filterung

Aus Gleichung 32 ist ersichtlich, dass sich das Anregungssignal v[n] als Differenz zwischen Gesamtsignal z[n]
und vorhersagbarem Anteil darstellen l&sst:

v[n] = x[n] — Zakm[n — K]
k=1

Man vergleiche dies mit Gleichung 16 fiir das Prediction-Error Signal, die hier nochmal angegeben wird:

eln] = z[n] — Zwkx[n — k]

Wenn die wy, aus Gleichung 16 genau den ay entsprechen, dann ist das Prediction-Error Signal e[n] genau das
Anregungssignal v[n] in unserem Modell. Die Minimierung der Varianz des Prediction-Error Signals (also die
Suche nach dem ”optimalen” Gewichtsvektor) bewirkt - wie gesagt - tatséchlich, dass die Koeffizienten wy, die
Werte der aj annehmen - natiirlich immer noch unter der Voraussetzung, dass das Signalmodell richtig ist und
das Eingangssignal v[n] ein weisses Spektrum aufweist. Wenn das Anregungssignal z.B. ein weisses Rauschen
wire, wire diese Bedingung erfiillt. Aber auch ein idealer Impulskamm hat ein weisses Spektrum (es treten
zwar nur Harmonische auf, diese haben aber alle die gleiche Amplitude). Bei Sprachsignalen und vielen
Instrumentenkldngen kann das Anregungssignal tatséchlich ndherungsweise entweder als Impulskamm oder
weisses Rauschen angesehen werden - oder zumindest kann durch geeignete Vorfilterung (Pre-Emphase) ein
Signal erzeugt werden, welches die spektralen Abweichungen des Anregungssignals vom idealen Impulskamm
bzw. idealen weiflen Rauschen kompensiert. Damit ist das FPE-Filter A(z) genau das inverse Filter zu dem
Filter H(z), welches unser Signal geformt hat. Da das Ausgangssignal eines solchen FPE-Filters wieder
ein weifles Spektrum hat (es entspricht ja dem geschétzten Anregungssignal), wird das FPE-Filter auch als
Whitening-Filter bezeichnet.

5.3 Spektralanalyse

Da A(z) das inverse Filter zu H(z) ist, erhalten wir, wenn wir wiederum A(z) invertieren, schlieBlich eine
Schétzung fiir H(z) (welche mit H(z) bezeichnet werden soll). Wie gut diese Schitzung tatsichlich ist,
héngt stark davon ab, wie gut unser Signalmodell mit der tatséchlichen Entstehung des analysierten Signals
iibereinstimmt. Um den Frequenzgang des Filters H (z) zu bestimmen haben wir mehrere Méglichkeiten.
Betrachten wir zunéchst die die z-transformierte des FPE-Filters (man kann z.B. sie aus dem Blockschaltbild
von A(z) in Figure 6 ablesen):

K
A(z) = 172wkz*k
k=1

Die z-transformierte des inversen FPE-Filters ist daher gegeben mit:

H(z) = A'(2)
1

1— 25:1 wiz~k
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Um den Wert der Ubertragungsfunktion bei einer bestimmten normierten Kreisfrequenz € (mit Q =2nf/fs)
zu erhalten ersetzen wir einfach z in obiger Gleichung mit e/ und erhalten so H(f2). Dabei kann Q eine
beliebige Kreisfrequenz zwischen 0 und 7 sein (7 entspricht von der Frequenz her der halben Samplerate).
Da wir also (zumindest soweit das in den, durch das Sampling-Theorem vorgegebenen, Grenzen sinnvoll ist)
beliebige Frequenzen einsetzen kénnen, erhalten wir ein kontinuierliches Spektrum, d.h. das Spektrum ist
nicht auf ganz bestimmte Spektrallinien ("bins”) begrenzt, wie es z.B. bei einem FFT-Spektrum der Fall
wire. Als zweite Moglichkeit kénnten wir auch das Filter A~!(z) direkt im Zeitbereich implementieren. Aus

der z-transformierten gewinnen wir folgende Vorschrift zur Berechnung des Filterausgangssignals:

K
yln] = a[n] + ) wiyln — k]
k=0

Man beachte den Vorzeichenwechsel der wy, gegeniiber der Darstellung in der z-Transformierten. Ein digitales
Filter zu invertieren ist also ziemlich einfach: einfach feedback-Koeflizienten gegen feedforward-Koeffizienten
vertauschen und die Vorzeichen der Koeffizienten umkehren. Da A(z) ein FIR-Filter ist, erhalten wir mit
H(z) = A~'(2) wieder ein rein rekursives ITR-Filter. Wenn wir nun die Impulsantwort unseres Modellfilters
H (z) nehmen (indem wir einfach einen Impuls hineinschicken und das Ausgangssignal aufzeichnen) und
diese mit Hilfe der FFT im Spektralbereich betrachten, dann sehen wir den (geschitzten) Frequenzgang
des Filters, welches unser Signal geformt hat. Dieses Filter konnen wir jetzt auch zu Resynthese benutzen.
Wenn man nur an der Spektralanalyse und nicht an der Resynthese interessiert ist, dann braucht man das
FPE-Filter nicht explizit zu invertieren und dessen Impulsantwort zu messen - man kann stattdessen auch
direkt die Impulsantwort des FPE-Filters nehmen (also einfach die FPE-Koeffizienten, da das FPE-Filter
ja ein FIR-Filter ist), diese Fourier-transformieren und dann das Spektrum invertieren. In jedem der drei
Fille erhalten wir also den Frequenzgang unseres Modellfilters - und dieser Frequenzgang ist unabhangig
vom Anregungssignal v[n].

5.4 Resynthese und Vocoder-Sounds

Mit Hilfe der linearen Pradiktion kann also ein Signal in eine Schitzung des Anregungssignals v[n| und eine
Schitzung eines nachgeschalteten (Allpol)Filters H(z) zerlegt werden. Dabei ist die Schitzung des Anre-
gungssignals gleich dem Prediction-Error Signal: 9[n] = e[n] und die Schitzung des Filters ist das inverse
Prediction-Error Filter (FPE-Filter): H(z) = A~'(z). Um das Signal z[n] zuriickzugewinnen (Resynthese)
miissen wir einfach nur ¢[n] mit H(z) filtern. Ein Blockschaltbild fiir einen solchen Analyse/Resynthese-
Vorgang ist in Figure 6 gegeben. Unter der Voraussetzung, dass die aj mit den wy iibereinstimmen, sub-
trahiert das FPE-Filter A(z) genau diejenigen verzogerten und gewichteten Werte von z[n], die das Syn-
thesefilter H(z) hinzugefiigt hat. Damit ist es tatséchlich das inverse Filter zu H(z). Dann ist natiirlich
auch e[n] = v[n]. SchlieBlich kann das Signal x[n] exakt rekonstruiert werden mit Hilfe von H(z) = A~1(2).
Die exakte Resynthese von z[n]| funktioniert {ibrigens immer - egal ob das Signalmodell stimmt oder nicht.
Denn schlieBlich ist ja H(z) = A~'(z) immer das inverse Filter von A(z) - und zwar unabhiingig davon,
wie gut H (z) das Originalfilter H(z) reprisentiert oder auch nicht. Wir kénnen jetzt jedoch auch andere
Anregungssignale durch unser Modellfilter H (z) schicken. Auf diese Weise wiirde das Anregungssignal einen
neuen Frequenzgang aufgepragt bekommen und zwar denjenigen unseres Analysesignals. Damit haben wir
einen Vocoder auf Basis der Linearen Pradiktion.

5.5 Formantverliufe und nichtstationare Signale

Ein Punkt, der in der bisherigen Darstellung noch nicht berticksichtigt wurde, ist, dass die gesamte Herleitung
der Bestimmung der optimalen Pradiktionskoeffizienten auf der Annahme beruht, dass das zu analysierende
Signal ein stationarer stochastischer Prozess ist, dessen Autokorrelationsmatrix bekannt, bzw. messbar ist.
Nun ist z.B. Sprache aber ein hochgradig nichtstationdrer Prozess - die Formanten (und damit die Autoko-
rrelationsmatrix) &ndern sich sténdig, sind also Funktionen der Zeit. Jedoch &ndern sich die Parameter des
"Prozesses” Sprache aufgrund der Tragheit der Zunge nicht beliebig schnell. Das heifit, man kann Sprache
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v[n] o X[1] e[n] = ¥[n]

v+

Cae®,

»X[N]

H(z)

Figure 6: Analyse und Resynthese (von z[n]) mit Hilfe der linearen Pradiktion - man beachte, wie im FPE-
Filter A(z) genau derjenige Teil von z[n| subtrahiert wird, der durch H (z) addiert wurde (wenn wy, = a,  Vk)

(und auch viele Instrumentenklange) in einem hinreichend kleinen Zeitfenster als quasi-stationéir annehmen.
Bei der Sprachanalyse sollte das Zeitfenster im Bereich von 10-20 ms liegen. Fiir jedes einzelne Zeitfen-
ster werden dann die Autokorrelationskoeffizienten rj ermittelt und dann die Levinson/Durbin Rekursion
gestartet. Anders sieht es aus, wenn man mit dem LMS-Algorithmus arbeitet: da hier sowieso sténdig ein
samplebasierter Adaptionsprozess mitlauft, ist dieser Algorithmus in der Lage, den Instationarititen des
Signals automatisch zu folgen - wie schnell er den Anderungen des Signals folgen kann, hiingt von der Adap-
tionsrate 1 ab. LMS hat also den Vorteil, dass die etwas unnatiirlich erscheinende Segmentierung des Signals
wegfallt - das ist besonders beim Vocoding sehr angenehm, wenn man im Ausgangssignal keine stufenférmigen
Filterhiillkurven haben will. Bei der Spektralanalyse ist jedoch erfahrungsgeméaf Levinson/Durbin genauer.

5.6 Sprachcodierung

Mit Hilfe der Linearen Pradiktion kann man Sprache auch sehr effizient codieren (man spricht dann von
Linear Prediction Coding, kurz LPC). Dies kann z.B. geschehen, indem man das Sprachsignal in kleine
Zeitabschnitte zerlegt (10-20 ms) und fiir diese Zeitabschnitte anstatt der tatséchlichen Signal-Samples nur
einen Satz von Filterkoeffizienten plus einem sehr grob quantisierten Prediction-Error Signal tibermittelt. Es
kann statt dem Error-Signal aber auch einfach eine Information iiber Grundfrequenz, Stimmhaftigkeit und
Signalamplitude tibermittelt werden, aus der dann von einem entsprechenden Synthesizer auf der Empfangs-
seite wieder ein passendes Anregungssignal generiert wird. Die meisten digitalen (Mobil)Telefone benutzen
eine solche Codierung um Sprache zu komprimieren - da die Hauptinformation bei Sprache in den Formanten
steckt, welche durch die LPC-Koeffizienten recht gut reprasentiert werden, bleibt die Sprachverstandlichkeit
auch bei sehr hohen Komprimierungsfaktoren noch erhalten. Auch die verlustlose Audiokomprimierung im
kommenden MPEG-4 Standard wird auf der Linearen Prédiktion basieren. Die Komprimierung wird dabei
durch eine geschickte Quantisierung und Codierung des Prediction-Error Signals erreicht.

20



6 Literatur

e Alexander, S. Thomas: Adaptive Signal Processing - Theory And Applications

e Haykin, Simon: Adaptive Filter Theory

21



